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概要
本論文では日本語の法律分野に特化した BERT

モデルを提案する．民事事件判決書コーパスを用
い，BERTを一から事前学習するモデルと，既存の
汎用日本語 BERTに追加事前学習するモデルを作成
した．実験より，民事事件判決書を用いた Masked
Language Model，Next Sentence Predictionタスクにつ
いては既存の汎用日本語 BERTに追加事前学習する
手法が最も良い正解率を示すことがわかった．

1 はじめに
近年，単言語，特定分野の文書に関するタスクに

おいて，言語にのみ特化した汎用言語モデルに代わ
りドメインに特化した言語モデルが注目されてい
る．英語の科学論文 [1]，生物医学論文 [2]，法律文
書 [3]を用いて構築したドメイン特化 BERTが複数
の後段タスクで汎用 BERTを超える性能を示してお
り，タスクによっては最先端の結果を示している．
日本語においても，医学分野 [4]，金融分野 [5]など
でドメインに特化した BERTが汎用日本語 BERTを
超える性能を示している．
本論文では日本語の法律分野に特化した BERTモ
デルを提案する．なお，英語 [3]やフランス語 [6]，
ルーマニア語 [7]などで法律分野に特化した BERT
を構築する先行研究がある．また，最高裁判所の民
事事件の判例を使用して BERTを事前学習する先行
研究 [8] があるが，本論文では文書数にして 10 倍
以上のより大規模なコーパスを用いて事前学習を
行った．

2 モデルの構築
2.1 日本語法律分野コーパス
本研究では，日本語法律分野コーパスとして株式

会社 LIC より提供された日本の民事事件の判決書
(以下，民事事件判決書コーパスと記載)を用いた．

コーパス中の文書数は 170,320，文書当たりの平均
文字数は約 11,300字，コーパス全体のデータサイズ
は約 5.4GBである．

2.2 作成するモデル
英語法律分野文書に特化した BERT を構築する

先行研究 [3] に倣い，二種類のモデルを作成した．
どちらもモデルの構造として BERT-BASE [9] を用
いた．

JLBERT-SC BERTを民事事件判決書コーパスを
用いて一から事前学習したモデルである．語彙は民
事事件判決書コーパスから作成した．

JLBERT-FP 既存の汎用日本語 BERTに民事事件
判決書コーパスによる追加事前学習を行ったモデル
である．語彙は既存の汎用日本語 BERTのものをそ
のまま使用した．

3 実験設定
3.1 訓練データ，テストデータへの分割

NVIDIAによる BERTの実装 [10]を参考に，後述
の文分割を行った後の文の数の比がおよそ 9:1とな
るように，コーパス内の文書を訓練データ，テスト
データに分割した．

3.2 民事事件判決書コーパスのトークン化
民事事件判決書コーパスに対し，データの前処理
および文分割，形態素分割，サブワード分割による
トークン化を行った．
データの前処理 前処理として，民事事件判決書
コーパスに含まれる判決書の先頭に記載されている
以下の情報は削除した．

• コーパス提供者が割り振った判例番号
• 民事事件記録符号規程により裁判所が付ける事
件番号

• 事件名
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また，インデントに使われている全角スペースはす
べて削除し，それ以外の全角スペースが複数並んで
いる箇所についてはスペース一つに置換した．
文分割 次に文分割を行った．句点の直後に括弧
閉じが存在する場合のみを例外として扱い，それ以
外のすべての改行及び句点を文末とした．文分割し
たコーパスの特徴は付録の表 4の通りである．
形態素分割 次に JUMAN++ [11]を用いて文を形
態素に分割した．JUMAN++の入力文長制限である
4,096 bytesを超える文については，4,096 bytesを超
えないように読点の位置で文を分割した．この処理
後も 4,096 bytes を超える文については，文頭から
4,096 bytesを超えないように貪欲に文字列を取って
一文とみなすことを繰り返すことで文分割を実施
した．
サブワード分割 最後に，BPE [12] によるサブ
ワード分割を行った．JLBERT-FPでは，柴田らが公
開している既存の汎用日本語 BERT [13]の語彙を用
いて BPE を適用した．また，JLBERT-SC では，訓
練データから語彙を学習し，学習した語彙を用いて
BPEを適用した．なお，JLBERT-SCの語彙は汎用日
本語 BERTに合わせ，語彙数を 32,000とした．サブ
ワード分割を行ったコーパスの特徴は付録の表 5, 6
に示す通りである．

3.3 モデルの事前学習の設定
NVIDIAによる BERTの実装 [10]を参考に，事前
学習の設定を行った．

3.3.1 事前学習で扱うタスク
BERTの事前学習では，以下の二つのタスクで学

習を行う．
Masked Language Model (MLM) ランダムにマス
キングされた文中のトークンについて，マスキング
される前の正しいトークンを予測するタスクであ
る．なお，マスキングの対象とされたトークンのう
ち，80%は [MASK]トークンに，10%はランダムな
トークンに置き換えて，残りの 10%は元のトークン
のままモデルに入力する．

Next Sentence Prediction (NSP) 与えられた二文
が文書内で連続していたかどうかを予測するタスク
である．文書内に実在する連続する 2文を正例，文
書内からランダムに抽出した連続しない 2 文を負
例とし，正例と負例を 50%ずつの割合にして学習を
行う．

3.3.2 事前学習の流れ
事前学習は，phase 1と phase 2の二段階に分けて

行った．phase 1 では，入力文の長さの上限を 128
トークンとし，MLMタスクでは一文あたり min(20,
文中のトークン数の 15%) トークンをマスクした．
phase 2では，入力文の長さの上限を 512トークンと
し，MLMタスクでは一文あたり min(80,文中のトー
クン数の 15%)トークンをマスクした．

3.3.3 モデルの詳細，ハイパーパラメータ
JLBERT-SC，JLBERT-FP 共にモデルの構造は

BERT-BASE [9]とした．JLBERT-FPでは，初期パラ
メータとして柴田らが公開している汎用日本語
BERT [13]の BASE WWM版のパラメータを使用し
た．optimizer には LAMB [14] を使用した．その他
のハイパーパラメータは付録の表 8, 9 に記す．な
お，本設定では phase 1における 1 epochはミニバッ
チ入力回数約 68万回，約 5,300steps(1GPUの場合)，
phase 2 における 1 epoch はミニバッチ入力回数約
192万回，約 3,700steps(1GPUの場合)に対応する．

3.3.4 実行環境
BERTの事前学習には，NVIDIA RTX A6000 GPU
を 4つ使用した．モデルの事前学習にかかった時間
は，phase 1が約 28時間，phase 2が約 18時間，合わ
せて約 46時間であった．
3.4 JLBERT-FP の学習データ数削減によ
る性能の変化
追加実験として，学習データ量の違いによる性能
の変化を検証するため，学習データの数を段階的
に削減して JLBERT-FP の事前学習を行い，MLM，
NSPの各タスクにおける性能を比較した．

3.4.1 学習データ
学習データとして，JLBERT-FPの学習データを文
書単位でおよそ 50%，25%に削減したデータセッ
トを用意した．これらのデータセットに関する
情報は付録の表 7 の通りである．これらのデータ
セットを用いて事前学習を行ったモデルを以下
JLBERT-FP-50%，JLBERT-FP-25%と略記する．

3.4.2 実験設定
実験設定は以下に記載する事項を除き 3.3と同じ
とした．JLBERT-FP-50%，JLBERT-FP-25%の事前学
習の設定には，3.3と比較して以下の変更がある．

― 1547 ― This work is licensed by the author(s) under CC BY 4.0
 (https://creativecommons.org/licenses/by/4.0/).



• GPUを 1つ用いて学習を行った．実効バッチサ
イズは 1/4となっている．

• 学習 step数は変わらず実効バッチサイズが 1/4
となっていることから，ミニバッチ入力回数は
1/4となっている．

• 学習データ数がそれぞれおよそ 1/2，1/4，ミニ
バッチ入力回数が 1/4 となっていることから，
epoch数はそれぞれおよそ 1/2倍，等倍となって
いる．

3.5 非法律ドメインの文書分類
法律ドメインに特化して事前学習を行った BERT

の，法律以外のドメインにおけるタスクの性能を検
証する．ここでは，livedoor ニュースコーパス [15]
を用いて，JLBERT-SC，JLBERT-FP と汎用日本語
BERTの間で性能比較を行った．

3.5.1 データセット，タスク
livedoorニュースコーパスは，「livedoorニュース」
内の 9 つのカテゴリのニュース記事からなるコー
パスである．本研究では，記事の内容からその記事
のカテゴリを予測する文書分類タスクを行った．記
事数は 7,367件であり，データセットに占める各カ
テゴリの記事の割合が等しく記事数がおよそ 8:1:1
となるように学習，テスト，検証データセットに分
割した．学習，テスト，検証データセットそれぞれ
について，各カテゴリに属する記事の件数は付録の
表 10の通りである．

3.5.2 livedoorコーパスのトークン化
livedoorニュースコーパスに対し，データの前処
理および文分割，形態素分割，サブワード分割によ
るトークン化を行った．本研究では，コーパス内の
各文書の先頭三行 (記事のリンク，記事作成日時，
記事の題名)を削除することとした．また，文書内
の半角英数字，記号については，全て全角のものに
変換した．文分割は改行のみを文末とした．形態
素分割，サブワード分割については，3.2と同様に
JUMAN++および BPEを用いた．モデルに入力する
トークン列の長さの上限は 512とした．

3.5.3 モデルの詳細，ハイパーパラメータ
比較するモデルとして，JLBERT-SC，JLBERT-FP

および柴田らが公開している汎用日本語 BERT [13]
の BASE WWM 版を用いた．optimizer は Adam [16]

表 1 事前学習の各タスクの正解率
MLM NSP

タスク train test train test

JLBERT-SC 0.8140 0.7891 0.9977 0.9914
JLBERT-FP 0.8319 0.8054 0.9979 0.9921

JLBERT-FP-50% 0.8119 0.7834 0.9958 0.9893
JLBERT-FP-25% 0.8158 0.7806 0.9976 0.9888

表 2 livedoorニュース文書分類タスクの正解率
日本語 BERT JLBERT-SC JLBERT-FP

正解率 0.9512 0.9512 0.9322

とし，学習率を {10−3, 10−4, 10−5, 10−6}の中で探索し
た．バッチサイズは 32とした．

4 実験結果
4.1 JLBERT-SC，JLBERT-FPの事前学習
作成した JLBERT-SC，JLBERT-FP，JLBERT-FP-

50%，JLBERT-FP-25%それぞれについて，学習デー
タ全体に対するMLM，NSPの正解率を表 1に示す．
この結果から，民事事件判決書のMLM，NSPでは，
一から民事事件判決書コーパスで事前学習を行う
JLBERT-SCより汎用日本語 BERTに民事事件判決書
コーパスによる追加事前学習を行う JLBERT-FPの
方が優れた手法であると言える．また，追加事前学
習に用いるデータの量は多ければ多いほど良いこと
がわかる．したがって，コーパスサイズを増やすこ
とで更なる性能向上が期待できる．
また，各ステップにおけるミニバッチに対する

lossおよび MLM，NSPの正解率の推移をそれぞれ
図 1, 2, 3に示す．なお，図 3中の lossとは，MLM，
NSPそれぞれの lossの和である．この図から，MLM
については学習データからさらに学習する余地があ
ることがわかる．
さらに，phase 2 におけるテストデータに対する

MLM，NSPの正解率の推移を表 3に示す．この結
果より，JLBERT-FP，JLBERT-SC共に phase 2の step
数を増やすほどモデルの性能が良いことがわかる．
したがって，step数を増やすことで更なるモデルの
性能向上が期待できる．
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表 3 phase 2における各タスクの正解率推移

手法 steps test MLM test NSP

JLBERT-FP 0 0.2929 0.9126
1190 0.7997 0.9914
1390 0.8024 0.9918
1563 0.8054 0.9921

JLBERT-SC 0 0.2824 0.9213
1190 0.7835 0.9906
1390 0.7863 0.9902
1563 0.7891 0.9914

図 1 実効バッチに対するMLM正解率の推移

4.2 livedoorニュース文書分類結果
各モデルの文書分類タスクにおける正解率を表 2

に示す．民事事件判決書コーパスのみから語彙の学
習，事前学習を行ったモデルである JLBERT-SCが
汎用日本語 BERTに並ぶ正解率を示している．今回
使用した汎用日本語 BERTが事前学習時に最大入力
トークン長を 128とした学習のみ行なっていること
を踏まえると，提案手法において事前学習時に最大
入力トークン長を 128とした学習 (phase 1)に加えて
最大入力トークン長を 512とした学習 (phase 2)を実
施していることの有効性が推測できる．また，汎用
日本語 BERTに対する民事事件判決書コーパスによ
る追加の事前学習は，法律分野以外のドメインのタ
スクにおいて BERTの fine-tuningに悪影響を及ぼす
ことがわかる．

5 おわりに
本論文では日本語の法律分野に特化した BERTモ

デルを作成した．実験の結果，既存の汎用日本語

図 2 実効バッチに対する NSP正解率の推移

図 3 実効バッチに対する lossの推移

BERTに民事事件判決書コーパスによる追加事前学
習を行う手法により，テストデータに対するMasked
Language Model，Next Sentence Predictionタスクの正
解率が最も高くなることがわかった．また，学習
データ数や学習 step数を増やすことによりモデルの
更なる性能向上が期待できることが示された．本モ
デルの後段タスクにおける有用性を実証するため
に，JLBERT-SC，JLBERT-FPを用いて判決書の重要
箇所抽出タスクを行う [17]．
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付録
表 4 コーパス文分割時のデータ
対象 値
文の数 23,789,799
4,096 bytesを超えた文 2,055
貪欲な文分割を行った文 21

表 5 トークン化されたコーパスのデータ (JLBERT-SC)

対象 train test 全体
文書数 167,109 3,301 170,320
文数 21,411,914 2,378,943 23,790,857
総 token数/文数 48.15 47.83 48.12
[UNK]数 402418 49107 451525
[UNK]の割合 0.0390% 0.0432% 0.0394%
128 token超の文数 1449694 143383 1593077
512 token超の文数 15830 1365 17195

表 6 トークン化されたコーパスのデータ (JLBERT-FP)

対象 train test 全体
文書数 167,109 3,301 170,320
文数 21,411,914 2,378,943 23,790,857
総 token数/文数 50.15 49.28 50.06
[UNK]数 4,543,996 533,412 5,077,408
[UNK]の割合 0.4232% 0.4550% 0.4263%
128 token超の文数 1,604,348 155,306 1,759,654
512 token超の文数 18,768 1,550 20,318

表 7 token化されたコーパスのデータ (JLBERT-FP-n%)

対象 train train-50% train-25%

文書数 167,109 83,282 41,508
文数 21,411,914 10,706,044 5,353,046
総 token数/文数 50.15 50.06 50.02
[UNK]数 4,543,996 2,277,995 1,139,966
[UNK]の割合 0.4232% 0.4251% 0.4257%
128 token超の文数 1,604,348 801,359 401,617
512 token超の文数 18,768 9,459 4,693

表 8 モデルのハイパーパラメータ
対象 値
隠れ状態の次元 768
中間層の次元 3,072
multi-head attentionの headの数 12
layer数 12
語彙数 32,008
attentionの dropout率 0.1
隠れ状態の dropout率 0.1

表 9 事前学習のハイパーパラメータ
対象 phase 1 phase 2

実効バッチサイズ 32,768 16,384
実効バッチサイズ/GPU 8,192 4,096
ミニバッチサイズ 64 8
勾配蓄積の回数/GPU 128 512
学習 step数 7,038 1,563
ミニバッチ入力回数/GPU 900,864 800,256
warmupを行う step数 2,000 200
warmupを行う stepの割合 28.43% 12.80%
入力文長の上限 (トークン) 128 512
文毎の [MASK]の割合 0.15 0.15
文毎の最大 [MASK]数 20 80
学習率 0.006 0.004

表 10 livedoorニュースコーパスのカテゴリ
カテゴリ 総記事数 train test valid

dokujo-tsushin 870 696 87 87
it-life-hack 870 720 90 90
livedoor-homme 511 409 51 51
smax 870 696 87 87
topic-news 770 696 87 87
movie-enter 870 691 86 86
kaden-channel 864 616 77 77
peachy 842 696 87 87
sports-watch 900 673 85 85

合計 7,367 5,893 737 737
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